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Introduction

p 我们是否以及在多大程度上可以对时空图模型进行局部化？

• 我们多大程度上需要图结构的信息呢？能否在不影响效果的前提下，减少图结构信息的引入，以此提

升模型效率呢？

• 讨论范围限制在自适应时空图神经网络（ASTGNNs）。

• ASTGNNs的局部化是通过稀疏化邻接矩阵来实现的，即剪枝空间图中的边。

p 研究时空图模型局部化的原因：

• 对数据中的空间和时间依赖性有更深入的理解。

• 资源高效的ASTGNNs设计。

• 时空图模型的分布式部署。



Preliminaries

p 问题定义

p 空间网络建模

• 经典STGNNs中的GCNs：

• [NIPS20]AGCRN，将规范化自适应邻接矩阵与节点自适应参数学习相结合来增强GCN层（NAPL-

AGCN）：

• AGFormer：用NAPL-AGCN代替多头自注意力机制中的MLP层，构建了一个基于Transformer的

ASTGNN模型



Adaptive Graph Sparsification

p 基于NAPL-AGCN的ASTGNNs的训练目标：

p 引入了一个掩码矩阵MA来剪枝邻接矩阵Aadp，优化以下目标函数：

p 获得MA的一种方法是初始化一个可训练的权重矩阵U，用伯努利分布映射到二元门，但该方

法有两个问题：

• 对于大型图来说，它可能是unscalable的。

• L0稀疏度惩罚函数是不可微的。



Adaptive Graph Sparsification

p 对于scalability问题，采用了节点自适应权重学习技术，用节点嵌入E来生成U，以降低计算

成本：

p 对于不可微的问题，引入了hard concrete分布，该分布是离散分布的连续松弛并且可以近似

二元值：



Adaptive Graph Sparsification

p 用AGS剪枝邻接矩阵显著降低了用于推理的

ASTGNNs的计算复杂度：

• 未剪枝NAPL-AGCN层的推断时间复杂度：

• 稀疏化NAPL-AGCN层的推断时间复杂度：



Datasets and Configurations



Main Experimental Results

p 结论1：AGCRN和AGFormer的局部化是可能的。



Main Experimental Results

p 结论2：AGCRN的完全局部化仍然是可行的。



Main Experimental Results

p 结论3：如果没有密集的空间图，局部化AGCRNs就无法重新学习。



Main Experimental Results

p 基于实验结论，提出以下假设：

• 在许多时空数据集中，由空间相关性提供的信息主要包括在由时间相关性所提供的信息中。

因此，可以安全地忽略空间相关性进行推理，而不会显著损失准确性。

• 尽管包含在空间和时间依赖关系中的信息重叠，但这种重叠提供了正确训练时空图模型所需

的重要冗余。因此，在训练过程中不能忽略空间相关性。



Impact on Resource Efficiency

p AGCRN和AGFormer的局部化有效地减少了推理所需的计算量。与AGFormer相比，AGCRN上

的加速度更为显著，因为AGFormer所需的总计算量的很大一部分用于其时间模块

（Transformer层），而AGCRN使用的时间模块（RNN层）轻得多。



Localised AGCRNs vs. Other Non-Localised ASTGNNs

p 高达99%的局部化能够略微提高测试精度。这种改进是由稀疏空间图的正则化效应引起的，这可

能表明未局部化AGCRN和AGFormer都在一定程度上遭受过拟合。

p 即使与SOTA的架构相比，局部化AGCRN也可以提供有竞争力的推断性能。因此，假设时间模

块经过适当训练，不同的空间模块可能不会在推理性能上产生显著差异。



Localisation of Non-temporal Graphs

p 所有局部化的非时间图模型测试精度显著下降。在没有时间依赖性的情况下，空间依赖性提供的

信息在推理过程中发挥着重要作用，因此不能通过局部化来忽略。
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