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Time series imputation

        多元时序插值问题是近年来研究的热点问题，该问题旨在给定一组不完整、不规则、或者有缺

失时间点的多元时序数据时，通过某种插值方法来估计在缺失时间点上各个变量的取值。

    该问题应用领域广泛，例如气象观测数据处理和预测模型建立、金融市场数据处理和风险管理、以及生

态学、医学等，具有很高的研究价值

图1. 时序插值的部分应用场景



Time series imputation

 深度学习中目前主流插值方法可以分为两大类，包括:

(1)深度循环网络及生成模型，主要关注时间序列特征;

•将时序数据切分为输入序列和目标序列，用于训练深度循环模型。

•利用已有数据对深度循环模型进行训练，以学习时序数据的模式和规律，而后使用已训练的深度循环模型作

为生成模型的一部分。

•对于缺失数据点，使用已经训练好的深度循环模型进行预测，得到插值的估计值。

(2)基于图神经网络(gnn)的模型，利用MTS固有图结构的拓扑信息作为关系归纳偏差进行imputation。

•时序数据表示为图结构，其中每个变量被视为图中的一个节点，而时间上的关联被视为图中的边

•选择合适的图神经网络模型，将输入定义为图结构的时序数据，即节点特征为各个变量在不同时间点的取值，

边特征为时序关联的权重。

•利用已经训练好的图神经网络模型对整个图进行前向传播，预测缺失节点的特征。



Challange

      传统图神经网络，如图卷积网络GCN，图注意力网络GAT等，图底层拓扑结构固定，然而在现实场景中，

多元时间序列的图结构可能会不断变化，如流行病学研究，由于个体的移动，其图结构将为动态。已有图网络

不能很好的捕捉这样的特质，该类数据的插值将更加困难。

      把这样的时间序列数据称为网络时间序列（NTS)，其插值挑战主要有以下两点：

• 时间序列数据背后的图是不断演变的，并且包含缺失的边。因此，算法应该捕捉图的动态信息，

   同时能够恢复丢失的结构。

• 节点特征时间序列也存在缺失值，这也要求模型解决一般的MTS插值问题（节点与边的缺失）

图2：Covid-19大流行期间的
NTS交互实例



METHODOLOGY

PoGeVon (Position-awareGraph Enhanced Variational Autoencoders)

由于预测缺失节点特征和边缘的潜在互惠性，将NTS的输入作为一个多任务学习问题是很自然的，

该问题由节点时间序列的输入任务和图结构的链接预测任务组成.



METHODOLOGY

Multi-Task Learning Framework

首先从信息瓶颈角度分析NTS imputation建模为多任务学习的益处，我们把目标设定为（1）。

其中Z为隐状态，I为互信息，G则代表t~t+Δt的NTS数据滑动窗口的数据样本，β为拉格朗日乘子。

β I约束了每个数据样本中可以通过潜在表示传输的身份信息的数量。

而式中                则代表了VAE的重构任务，可分解为（2）。

该互信息测量了多个不同随机变量之间的共享信息，特别的，当A和X相互独立是，我们有（3）:



METHODOLOGY

综上所述，我们的分析表明:

(1)当相邻节点的特征不相关时，我们可以独立地估算节点时间序列和图的邻接度(Eq. (3));

(2)然而，在实际应用中，节点特征和图结构往往是相互关联的(如图2)，在这种情况下，节点特征插入和图

邻接插入之间可能存在相互增强的效应(Eq.(4))。

我们的分析还提供了新颖和关键的线索，可以指导设计用于学习多模态数据集的 NTS 编码器-解码器框架。

对于编码器，Eq.(5)表明，潜表示(即编码器的输出)应同时编码图邻接信息和节点特征信息(即Eq.(5)的VAE

部分)以及它们之间的相互作用(即Eq.(5)的CVAE部分)。

对于解码器，我们将提出一种三阶段预测方法，使得(输入的)图结构和(输入的)节点特征可以分别作为彼

此的条件(即Eq.(5)的CVAE部分)。



METHODOLOGY

Encoder

编码器旨在对NTS数据的结构信息和动态信息进行编码。现有的基于消息传递的gnn通常只从近邻

捕获本地信息。

然而，节点之间的远距离信息在NTS数据中很重要，因为图是不断发展的，节点之间的交互可以在

任何时间步长发生。

因此，为了获取远距离全局信息，方法使用随机行走重启(RWR)的位置嵌入，如（6）所示：

A为单位邻接矩阵，e为0-1向量，c为重启概率。

到达平稳分布后，我们将所有锚节点的位置分数r，作为最终

的位置嵌入，其中N是节点的数目



METHODOLOGY

接下来，我们用下面的命题和定理证明了基于rw的位置嵌入的表达能力。

命题：在图学习中，随机重新启动游动(RWR)从近邻(局部)和远距离邻居(全局)中获取信息。

定理：在给定时间图G的情况下，基于rw的节点位置嵌入的TGN� 具有比常规TGN� � 更强的表

达能力节点表示学习:D(� (� )� (� ))≥D(� (� )� (� )),D表达通过计算的节点对基于节点

(G� � )表示。

定理从基于消息传递的时间图网络(TGN)的角度总结了在时间图中基于rwr的位置嵌入的好处，TGN

是设计用于处理时间图的通用gnn。它包含两个主要组成部分:

• 用于捕获每个节点动态的内存(通过rnn);

• 聚合和更新(通过gnn)来收集邻居的拓扑信息



METHODOLOGY

最后，为了捕获NTS数据中的动态信息，我们使用2层门控循环单元(GRU)作为编码器来建模� (χ | 

~ X,M, R)，其中χ是潜在表示，R = {R1，…， R� }为节点位置嵌入张量。

对于每个R� ，不将所有节点都视为锚节点，通常只需锚节点的一小部分|� | =� 就足以在实践中

区分节点。

在输入GRU之前，MasksM和位置嵌入R在每个时间步与输入~ X连接。



METHODOLOGY

Decoder

我们将解码器设计为具有3阶段预测的GRU。

我们用H� 表示时间步长的节点嵌入矩阵� ，H表示节点嵌入张量。

基于encoder的分析，我们对解码器中不同预测阶段的特征imputation � 1和网络imputation� 2之间的互补关系

建模如下：

第一阶段特征预测：

        线性层预测值：

        输出值：

第二阶段节点关系预测：



METHODOLOGY

Decoder

直接使用之前时间步H� −1的隐藏状态作为这些缺失节点的嵌入，因为在时间步� 没有新的特征或图结构可用。

在NTS中，观测值通常是通过不规则采样获得的，并且在现实世界问题的任何未来步骤中都可能出现对它们的

imputation问题。

能够处理这种不确定性和预测未来时间步中看不见的图结构/时间序列数据是NTS imputation模型的两个关键特

征。

因此，为了捕捉不同时间戳之间的动态，增强PoGeVon的表达能力，我们还基于Bochner定理，用可学习的傅立

叶特征对时间信息进行编码



METHODOLOGY

Decoder

然后，我们通过广播将节点嵌入与时间编码连接起来，作为两层多层感知器(MLP)的输入，以预测缺失边:：

第三阶段特征预测：

在第三阶段预测中，文章利用结构信息Hg再次对节点特征时间序列进行细粒度的插值。

为了增强节点表示的语义，我们在第三阶段预测中应用了自关注层来捕获跨节点信息，这有助于编码Hg中未捕

获的更丰富的节点交互信息。



Experiment

Experiment：

文章将提出的PoGeVon应用于网络时间序列imputation任务，并从以下几个方面对其进行评估:

• PoGeVon对网络时间序列imputation有多有效?

• 方法在多大程度上受益于模型的不同组成部分?

表1：所用数据集基本信息



Experiment

Experiment：

表2：基线在5种数据集上与不同方法的性能对比



Experiment

Experiment：

Ablation study & sensitivity analyze


