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• 城市化所带来的问题愈发严重

• 随着大数据技术的普及，城市计算成为了解决城市问题的有力工具

但是它们通常只专注于单个任务的解决，并且依赖于邻域专业知识进行监督



• 在城市计算领域中，区域表征学习开始流行

• 区域表征学习具有两个优点
1. 多任务处理，能够应用于各种下游任务，比如识别土地利用、预测空气质量等

2. 无监督学习，减少了对大量标记数据的依赖
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• OpenStreetMap(OSM)是一个提供地理空间数据的开源平台
• 可以提供建筑footprint、POI和道路网络的数据

• 有非常好的数据有效性和数据可用性

于是尝试用OSM的建筑footprint进行区域表征学习(first)



• Representation Learning
1. 目前的研究对于区域中的建筑物往往采用point-oriented的方

式处理，而没有考虑其几何形状

2. 目前的研究忽视了区域中建筑的空间分布和空间关系

3. 目前的研究基于距离相近则相似的原则，但是存在反例

• Data Sparse
1. 城市区域建筑分布不均匀，有些区域是data-sparse的(例如empty或者unmapped)，而这些区域的特征在目

前的研究中往往被忽略

2. data-sparse区域具有不同的形状和不同的相邻环境，容易误处理（比如大片未开发区和小片的居民区的建筑

都很少，误认为相似）

• Downstream task
1. 目前研究依赖于所有下游任务对区域的分割是一致的，但现实中往往不是(比如人口普查区域、交通区域、行政区域)



Building Footprint
• A building footprint �  refers to a 2-D polygonal area delineated by the exterior boundary of the building, where each 

vertex on the polygon has a spatial location (i.e., longitude and latitude). Each building may have a type tag (e.g., sports 
center). 

Building Group
• A building group refers to the collection of buildings in a defined spatial area. To obtain these building groups, we utilize 

road networks to partition the city into distinct sections, also known as Traffic Analysis Zones. 

Urban Region
• Urban regions U refer to a set of disjoint city areas, usually obtained through a certain partition approach (e.g., census 

tracts). Each urban region �  may include multiple building groups.

Problem Statement
Given a set of urban regions U = {� 1, � 2, ...}, the goal of urban region representation learning is to learn a mapping 
function that generates a vector representation � �  for each region � �  in the Euclidean space, where �  is the uniform 
dimension for all � �  ∈ U.
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泊松盘方法是一种允许在二维平面空间内均匀生成随
机点，且任何两个点的距离都不会隔得太近的方法。

• 使用泊松盘采样方法，给data-sparse的区域来填充随机点

• 每个随机点之间保持最小的采样距离半径 r ，且携带一个统一的向量s
• 以此方式，我们能够保留data-sparse区域的存在和信息

此外将building外的POI记为 t



1. 计算距离矩阵

• 给定building group 的feature �  = [�1
�, …, ��

�, …�1
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• 计算building group 中的每对建筑和随机点的距离矩阵D

2. 使用Distance-biased Transformer Encode
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Group-level Contrastive learning
• 想法：仅有一小部分不同的building group应该是相似的

• 步骤：

① 在一个训练batch里，依次将batch里的每个building group选择为anchor

② 随机将该anchor里的building 删除少量，删除后的anchor作为正样本

③ batch里除了anchor外的为负样本



Region-level Contrastive learning
• 想法：邻近的区域比远的更有可能相关，但远的区域有可能也有相似的建筑群

1. 使用滑动窗口来选取样本区域（使用多个大小的window）

• 使用给定大小的窗口，水平或垂直移动生成训练区域

• 重叠的区域为正样本，随机一个非重叠的部分为负样本

2. 根据区域里的building group计算正负样本的JS散度矩阵C

3. 根据散度矩阵计算Wasserstein距离

• 两个区域越相似，W越小，反之越大

4. 最后的损失函数为

其中��, ��, ��分别是anchor区，正样本，负样本的表征

��, ��分别是两个区域的building group表征向量



• Problem
1. 没有考虑其几何形状

2. 忽视了区域中建筑的空间分布和空间关系

3. 存在相近相似反例

4. 忽视Data-Sparse

5. 下游任务依赖于一致的分割区域

• Solution
1. CNN提取Visual Feature

2. Distanced-biased Transformer

3. Region-Level Contrastive Learning

4. Poisson Disk Sampling

5. building group是基本单元，学习有效

的building group representation 



• Dataset
1. Singapore

2. New  York City

包括OSM数据、土地使用数据、人口普查数据

• Downstream
1. Land Use Inference (label distribution learning problem)

2. Population Density Estimation (regression problem)

• Baseline
1. Place2Vec

2. Doc2Vec

3. GAE

4. DGI

5. Urban2Vec



• RegionDCL的表现优于所有baseline

• RegionDCL在新加坡表现出更大的改

进。而新加坡比纽约有明显不同的建筑

风格和更多的数据稀疏区域

• RegionDCL的表现优于所有baseline



• 将新加坡的土地分割方式替换为2*2的方格，发现有三种baseline的表现都明显下滑，RegionDCL的表现依旧良好



• 根据区域中的POI数目和building数目将区域分为4组

• 发现RegionDCL在土地利用推理和人口密度估计任务上始终达到最低的预测误差。在建筑物和POI少于76个的

区域，这种性能优势尤为突出
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